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1. まえがき
オンライン教育では，生徒の状況を適切に把握す
ることが難しいと言われている．e–learningによっ
てドロップアウトする生徒の多くは孤独感による気
力や集中力の低下であり，それをケアするためには，
その予兆を適切に見出す教員の気付きが大切と言わ
れている [1]．一方，同様な e–learningにおいても，
持ち帰らせたタブレットを通じて生徒が学習状況を
相互に知ることで積極性が高まることが示されてい
る [2]．このように，e–learningにおいても人との関
わりをうまく持つことで高い教育効果が得られる．
しかし，一般的なオンライン教育は教師から生徒
への一方通行が主流であり，学習中の生徒の状況を
フィードバックする術がない．特に，発達段階や習
熟度の違い，障害の状態等により自発的な学習が困
難な生徒の場合，学習の状況・成果に差が生じると
いう見解を文部科学省は示している [3]．
そこで本研究では，遠隔学習中における学習者の
支援を目指し，学習者の学習状況を推測することを
目的とする．具体的には，学習中の RGB映像から
学習者の姿勢を判別し，姿勢に応じた学習への集中
状況を推定する手法を検討する．

2. RGB映像に基づく集中度推定
2·1 RGB画像の取得

20歳代男性 1名を被験者として，数学問題を解
答している様子を Fig. 1に示す環境にて撮影した．
撮影機材はMicrosoft社の Kinect v2 [4](Table 1)で
ある．使用する数学問題は因数分解問題であり，問
題数および難易度については Table 2に示す．今回
は提案手法の検証を主な目的とするため，問題解答
の姿勢の変化が明確に現れているデータが望ましい
ことから，因数分解を選択した．

Table 1 Specifications of Microsoft Kinect v2
垂直画角 60 deg 解像度 1080p

フレームレート 30 fps 水平画角 70 deg

Fig. 1 Experimental environment

Table 2 Question paper specifications
問題内容 因数分解
問題数 36（12/ページ）

教育レベル 中学生レベル

Difficulty
1ページ 易
2ページ 中
3ページ 難

Table 3 Definition of skin color in this work
Extracted H S V

color depth 0～27 40～100 100～255

(a) RGB image (b) Skin color extraction

Fig. 2 Comparison between RGB and skin color
extraction

2·2 学習用データセットの生成
2·2·1 皮膚色画素抽出による二値化
撮影動画をフレームごとに分割（以下，解析画像）
し，解析画像ごとに生徒の学習状況を推定する．撮
影データを Fig. 2(a)に示す．
今回は学習者の頭部と両手の位置関係から学習状
況を推定する．頭部，両手は画像内に皮膚色で写っ
ていることがほとんどである．そのため，以下の手
順により解析画像中の皮膚色画素を抽出し，二値化
することで頭部と両手の位置を特定する．

1. RGB画像の色空間を HSVに変換
2. Table 3の条件で皮膚色画素を抽出して二値化

(Fig. 2(b))

2·2·2 解析領域とハッシュ化による特徴ベクトルの
生成

皮膚色画素を抽出した解析画像を複数の領域へ均
一に分割し，領域内の皮膚色画素の割合に基づいて
領域を二値化してビット列で表現する (ハッシュ化)．
領域分割数は予備実験から (20× 20)の 400領域に
分割することとした．また，各領域の二値化は以下
の手順で実施する．

1. 領域内の画素数 Ptに対する皮膚色画素の総数
Ps の割合 Rp = Ps/Pt を算出



Fig. 3 Bit string generation
Table 4 Posture pattern

パターン 集中度表現
A 手をつけていない
B 考えている
C 考えている
D 手をつけていない
E 手をつけていない
F 考えている
G 考えながら解答している
H スムーズに解答している

2. 算出した Rp に対して，0.15を閾値として二
値化 (0.15は予備実験により決定)

Bit(n) =

{
1 (Rp ≥ 0.15)
0 (Otherwise)

(1)

つぎに，ハッシュ値（二値化処理した領域のビッ
ト列）は，人物の姿勢に関わる領域のみで十分なた
め，Fig.3に示すようハッシュ化の対象領域を被験
者が存在する範囲に限定する．Fig. 3の赤枠がハッ
シュ化対象領域であり，これにより対象領域は 400
から 120に削減される．頭部方向の判断は被験者の
顔ランドマークの検出によって決定する．検出が可
能であった場合は 1，検出が不可能であった場合は
0とし，ハッシュ値の 20%相当の長さのビット列を
元々のビット列先頭に追加とする（結果として，144
ビットのビット列でハッシュ値は表現される）．こ
のハッシュ値が各姿勢の最終的な特徴ベクトルとな
り，これに基づいて姿勢を推定する．なお，ビット
列抽出順序は Fig. 3の左上を第 1ビットとして数字
1の方向に続き，その後，数字 2の方向に 1行変え
て同様に数字 1の方向を走査して抽出する．
2·3 クラスタリング
生成した複数のハッシュ値 (特徴ベクトル)を用い
て，8パターンの集中度を分類する．今回は教師な
し学習の一種である k–means法を使用する．
分類にあたって，集中度を表現する 8パターンを

Table4に示す．

3. 検証
3·1 検証条件

2·3で述べた 8つのパターンに関する代表的な画
像を Fig. 4に例示する (RGBカメラの仕様により左
右反転した映像となっている)．各パターンのデータ

(a) pattern C (b) pattern D

(c) pattern G (d) pattern H

Fig. 4 Typical image of posture patern

Table 5 Classification results
パターン 分類率 [%] パターン 分類率 [%]

A 52 E 64
B 92 F 92
C 68 G 88
D 92 H 96

を問題解答中の映像から 50データ選定し，合計 400
枚の画像データセットを用いる．画像データセット
のうち，各パターンからそれぞれランダムに 25枚を
選定した合計 200枚を学習用データセット，残りの
200枚を検証用データセットとする．また，k–means
法のクラスタ数はパターン数と同じ 8とする．
3·2 検証結果
学習用データ 200セットに対して k = 8として

k–means 法を実施したところ，分類精度は 95%で
あった．また，検証用データ 200セットを対象にし
た分類精度は Table 5に示す通りであり，平均分類
率は 80.5%であった．しかし，A，C，Eにおいて分
類率が低く「クラスタリング学習の精度」，「顔ラン
ドマーク検出精度」，「学習データセットに類似デー
タしないデータの混入」が原因と考えられる．

4. まとめ
学習者の様子を RGB動画で撮影し，学習姿勢に
基づいて学習集中度の推定を試みた．今回は 8姿勢
を対象に，20歳代男性 1名を被験者として数学の因
数分解を解いている様子を撮影した．結果として各
姿勢への分類率（判定率）は平均 80.5%であり姿勢
に伴う集中度表現を推定できることが示唆された．
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